Minimizacion de la dimension y modelos lineales

3.1. Introduccion

En este capitulo se hace un analisis tedrico de las técnicas de minimizan de la dimensién que

se aplicaron para predecir Xa, asi como, los modelos de regresién lineal para estimar YT.

En Xa, se utilizan los componentes principales, el andlisis factorial y el escalamiento
multidimensional. Se conjetura que Xa depende de once indicadores, por tanto, se construye
un indice que predice su comportamiento, se estima la dinamica YT mediante la aplicacion de

modelos lineales, posteriormente, se predice los efectos de Xa en el tiempo sobre YT.

La utilizacion de estas técnicas matematicas y estadisticas dan elementos necesarios para tener

una fotografia de Xa y su efecto en YT.

3.2. Minimizacion de la dimension

Hablar de la minimizacion de la dimension, significa el identificar las técnicas y el modelo
estadistico multivariable que permiten reducir el espacio conformado por un conjunto variables
aleatorias, teniendo como objetivo, conservar la mayor variabilidad de los datos en un espacio

de menor magnitud.

Estas herramientas permiten analizar y estudiar la relacion lineal entre variables, asi como,
reducir el costo que implica el construir algoritmos que predicen el comportamiento de un

fenémeno complejo. Entres eso modelo y técnica se encuentran las siguientes:

Técnicas Modelo

«  Componentes principales (CP). «  Andlisis factorial (AF)

e Escalamiento multidimensional (ED)

Cuadro 16. Modelo y técnicas de minimizacién de la dimensién

Fuente. Elaboracién personal

Para la construccion de Xa se utiliza la técnica que presente mejor ajuste, a partir de variables

cuantitativas que inciden en-e la dindmica de dicho fenémeno.




3.2.1. Técnica de Componentes principales (TCP)

En 1901 K. Person introdujo TCP, a partir del ajuste ortogonal del método de minimos

cuadrados, esto se trace en (Pefia, 2002):

e Lareduccion de un espacio complejo a un espacio minimo con p —dimension.
e Conversién de variables aleatorias originales que tienen correlaciones altas entre ellas,

a nuevas variables con cero correlacion.

El objetivo de TCP es minimizar un espacio complejo que se forma “N” variables aleatorias
(correlacionadas, carecen de simetria y con alto grado de varianza), a un espacio pequefio de
“W?” variables aleatorias (no correlacionadas, con simetria y varianza controladaj-), tal que

N > W. Es decir (Pefia, 2002):
(Xl, Xz, X3,..., Xp) — (Wl, Wz, ceey Wp)
Donde:

e Xi = variables originales

e Wi = componentes principales

TCP son la mezcla de combinaciones lineales de las variables aleatorias originales (Pefia,

2002):

P
Wi = ) By(Xy) a7

ij=1
En forma matricial (Pefia, 2002):
X110 Xp1) (Big Wy

Xin + Xpn/ \B1p W,

Si se hace una combinacion lineal entre las variables originales, se obtiene la varianza original,

esto da origen al W1 (Pefia, 2002):

W1 = XBl ; tal que Xl] y Bl] ~ N(O, 1) (19)

Tal que (Pefia, 2002):

Var (W) = Bl’ SB; = SB% =1,S = matriz de varianza y covarianza  (20)

Aplicando el método de Lagrange (Pefia, 2002):



M =SB} - A(B} - 1)=0 1)

Derivando,
oM
— = 25B;-2AB; =0 22
3B, 1 1 (22)
Despejando,
SB; =AB; — B;'AB; = A (23)

Donde A es mayor al valor propio de S y es la varianza de W;. Si se tiene una funcion objetivo

a través del método de Langrange (Pefia, 2002):

6 = B/SB; + BySB,—A;(B/B;-1)- A(B/B;-1) (24)
Por tanto, W1 = XB; y W3 = XB; son las maximas varianzas, donde B; y B, son vectores

que describen el plano que proyecta a las variables X's. “Derivando e igualando a cero” (Pefia,

2002):

a_e = ZSBl—Z)\lBl =0 — SB1 = Al1B1 (25)

9B,

00

a? = ZSBZ_ZAZBZ :0 — SB2 = A2B2 (26)
2

“Si B; y B, son vectores propios de S, y sustituyendo en la expresion algebraica (24), 6 seria la
funcion objetivo de la suma de A; y A,” (Pefia, 2002). Estos componentes principales deben

cumplir con las siguientes propiedades (Diaz, 2007):
e E(Wi) = 0; tal que Xij ~ N(0, 1) e Var(W1)> Var(W2) > .... > Var(Wp) = 0

e Var(Wi) = Ai; i — ésimo valor propio o Var(Wi) = Zfﬂ A; = Traza

e Cov(Wi, Wj)=0, tal quei #j
o [I2, var(Wi) = det(Wj)

Existen otros elementos a considerar para TCP, tales como (Diaz, 2007):

e La proporcion de variabilidad de cada componente principal es: Var (W;) = ri\

i=1 M

n

e Las covarianzas entre cada componente principal y las variables originales es:

Cov (Wi: X1, Xa,.. Xp) = ABs.



e Las correlaciones entre cada componente principal y una variable Xj es:

Cor (Wi ; Xij) = Bi\/??_i- Tal que: \/Tl es la desviacion estandar del componente y S; es

la desviacion estandar de la variable original.

La TCP se aplica a través de dos vias (Diaz, 2007):

¢ Los datos son simétricos y/o homogéneos y no correlacionados, por tanto, su punto de
partida es la matriz de covarianzas.
¢ Los datos no son simétricos ni homogéneos y estan correlacionados, por tanto, su punto

de partida es la matriz correlacion.
“La seleccién de componentes principales se hace a través de tres criterios” (Diaz, 2007):

e Apartirde que A >1,talque A 2 Ay >...... 2 A,
¢ (Cuando la variabilidad total es superior al 80%.

e Cuando el grafico screen plot describe un codo.

“Los componentes principales se analizan como indices o indicadores que describen el

comportamiento de un fenémeno. La interpretacion de esto es la siguiente” (Diaz, 2007):

e (P, (primer componente): tiene la maxima varianza y sus coeficientes son positivos.
e CP, (segundo componente): tiene coeficientes positivos y negativos, y su varianza

es la segunda maxima.

“Las etapas que debe llevar un modelo de componentes principales es la siguiente” (Diaz,

2007):

e FEtapa 1: se evalia la mejor opcion de modelaje, a partir de la matriz correlacion y la
matriz de varianza —covarianza.

e FEtapa 2: con el polinomio caracteristico (valores propios), se estiman los
componentes principales.

e Etapa 3: mediante la comprobacion de sus propiedades, se procede a la validacion
del modelo.

e FEtapa 4: se hace la lectura de los componentes principales, y se hacen predicciones.

3.2.2. Modelo de Analisis factorial (MF)

El MF permite minimizar el espacio de un conjunto de variables que tienen alta correlacion

entre ellas, es decir, tiene por objetivo reducir las multiples relaciones que hay entre “N”



variables originales a “F” factores y/o dimensiones comunes (Pefia, 2012).

La reduccién de informaciéon o de datos estd dada mediante la matriz correlacion de las
variables originales, con la finalidad de identificar si existe algtin patron de relaciones, para

llevarlas a nuevas variables denominadas factores (F), tal que (Pefia, 2012):
(Xl, Xoymes, Xp) = (Fl, Fo,...., Fk) 5 tal que P>k

La diferencia que existe entre componentes principales y andlisis factorial son las siguientes

(Cuadras, 2007):

¢ Los componentes principales estan basados en aspectos matematicos (algebra lineal y
método de la Langrange), cuya estimacion da como resultado nuevas variables que
resumen relaciones lineales.

e El MF es un proceso matematico y estadistico que busca nuevas variables ficticias que

requieren de la inferencia estadistica para su validacién y aplicacién.

La estructura del modelo factorial es (Anderson, 2003):

X =BF+E (27)
Donde:
e X =variables originales. e F = factores comunes.
e B = coeficientes o pesos de los factores. e E = factores especificos.
Tal que (Anderson, 2003):
X1 B11 ce Blk Fl El
C] = S S+ f ) talquek <p (28)
Xp Bp1 -+ Bpi/ \Fx Ey
Donde: Var(Xij) =1
2
By1 o+ By\ (Bu 0 By E . 0
Var(Xg)= | ¢ A o R (29)
Bpi - Bpk/\Bpr - Bk 0 Ef)
Tal que (Anderson, 2003):
Var(X;) =B}, + B, + ... + B, + var(E) =1 (30)

Donde:



2 2 2 . Explica a los factores comunes y representa
By + B+ + By Comunalidad P ] . y Tep
una parte de la varianza de Xi.
Var (Ez) Explica a los factores especificos y represental
1 Unicidad . .
una parte de la varianza de Xi.

Cuadro 17. Comunalidad y Unicidad

Fuente. Elaboracién personal

El ajuste del MF es a través de la comunalidad (C?), tal que 0 < C> < 1:

C2=1- var(E%) , tal que h}jinm [Var (E%)] (31)

Ese grado de ajuste es:

Excelente 0.76 < C? < 1.00 Deficiente 0.25<C?<0.49

Bueno 0.50<C?<0.7 Malo 0.00<C?<0.24

Cuadro 18. Grado de ajuste MF

Fuente. Elaboracion personal

Las propiedades de los factores son (Cuadras, 2007):

E[FF1] =1 La matriz identidad es la matriz de varianza y covarianza de los factores
comunes.

La esperanza matematica (valor esperado) de los factores comunes se

E[F]=0
aproxima a cero
E[EE'] =@ La correlacion entre las factores comunes se aproxima a cero
E[FE']=0 Los factores (tinicos y comunes) tiene covarianza que se aproxima a

cero.
Cuadro 19. Propiedades de MF

Fuente. Elaboracién personal

Un elemento de los factores es la rotacion, pues es fundamental para la interpretacion de estos.
La rotacion se da cuando hay un cambio del eje original, alcanzando otra posicion, mediante
la distribucion optima de la varianza, con la finalidad de tener un patrén eficiente y significativo

del fenémeno en estudio. (Cuadras, 2007). Los tipos de rotacién en MAF son (Cuadras, 2007):

Reduce a su minima expresion los vectores columna de la matriz de factores,
Varimax L
hasta existir unos y ceros en las columnas.
Crea pocos factores a partir de la existencia de altas correlaciones entre las
Quartimax : . . o :
variables originales, mediante la minimizacién de la varianza de los factores.




Reduce la cantidad de variables que tienen alta incidencia en un factor, asi

Equamax . . . .
1 como, la cantidad de factores que se requieren para el andlisis de una variable.

Cuadro 20. Tipos de rotaciéon de MF

Fuente. Elaboracién personal

Los supuestos que debe cumplir un MF son (Anderson, 2003):

e El total de factores “n” necesarios para predecir el modelo.

e Los scores (factores comunes) se acercan a un normal: Fi = N(p, 02).

e La esperanza matematica (valor esperado) de cada factor debe aproximarse a cero:
E(Fy) = 0.

e Debe aproximarse a la unidad la varianza de cada factor: Var(Fi) = 1.

e Correlacion nula entre factores: Cor (Fi, Fj) = 0, tal que i #j.

e Debe tender a cero la covarianza entre factores: Cov (Fi, Fj) = 0, tal quei #j.
La construccion de un modelo factorial debe seguir las siguientes etapas (Anderson, 2003):

e FEtapa 1: formulacion del problema. En esta etapa se plantean los objetivos, las
preguntas e hipotesis del fenémeno en estudio, y con ello, se debe desarrolla un marco
tedrico.

e [Etapa 2: desarrollo del modelo. En esta etapa se plantean tres fases:

1° fase: se construye y se describe el efecto lineal que hay entre las variables
originales, a partir de la matriz correlacion.

2° fase: se hace la estimacion de los pardmetros de cada uno de los factores.
3° fase: se seleccion de los factores y se determina la cantidad de estos para

predecir el comportamiento del fendmeno en estudio.

e Etapa 3: validacion del modelo. Consiste en el cumplimiento de los supuestos, asi
como, la eleccion de las variables mas latentes.

e FEtapa 4: prediccion del modelo. Se analiza si el modelo para ver si requiere de la
rotacion de los factores, con el objetivo de mejorar la explicaciéon del fendmeno en

estudio.

3.2.3. Técnica de Escalamiento multidimensional (TD)

La TD es un complemento de la TCP, que representa a una matriz de distancias D de n*n
(cuadrada) de un conjunto de variables ortogonales (X1, Xy, ..., Xp), con la finalidad de obtener

una matriz X de n*p, la cual, se entiende como la matriz de p variables en los n objetos,



donde la distancia entre los objetos de estudio da origen a una distancia directa (Pefia, 2012).

La TD y TCP comparten el mismo objetivo, el analizar, describir e interpretar un conjunto de
datos. Si existen muchos objetos de estudio, la matriz de similitudes sera grande y su

personificacion sera con pocas variables.

Como se puede ver, TD representa un complemento de TCP, ya que, TCP considera la matriz
p*p de correlacion o de varianzas — covarianzas para minimizar el espacio de “N” variables
originales, a “CP” de nuevas variables ficticias, en tanto, TD considera la matriz de distancias
n*n de correlacién o de varianzas — covarianzas entre objetos, para minimizar el espacio “N”

variables originales, a “D” (dimensiones) de nuevas variables ficticias (Pefia, 2012).

La elaboracion de un modelo a través de TD debe considerar a la matriz de proximidades

(Guerrero & Ramirez, 2012):
611 612 cens 611-1

A€B,,,talque A =

621 622.... 62n (32)

g Oppe Oy
Donde:

® 4 = cada objeto en estudio.
e A = Proximidad entre el estimulo iy j, tal quei # j.

{13224

Tal que, Xij es la coordenada de la dimension “j

{3524
1

en el estimulo “i”. Si existe una matriz X, la

{3324 €3

distancia entre “j” e “i” se expresa como (Guerrero & Ramirez, 2012):

dj = [221 (Xit_xjt)p]p; l1<sps«x (33)
A partir de las distancias:
dy; dype..din
D eB,.,;talqueD = :d21 d22 dzr; (33)
dyy dppedig

Por tanto, la respuesta que da TD es la 6ptima que hay en A y la matriz D.

Hay dos herramientas para abordar la TD (Guerrero & Ramirez, 2012); primero, la Técnica de

Escalamiento Métrico (TDM); y en segundo, la Técnica de Escalamiento no métrico (TDN).
En la TDM, se parte del hecho de X;&€ R, y las distancias de las Xi dependen de las
proximidades [dij = f(8ij) ]y tienen relaciones lineales [dj; = a + b&;;], por tanto, su proceso

es el siguiente (Guerrero & Ramirez, 2012):



e De A € M, x, se obtiene B € M, %, que es el producto escalare de vectores.
e Transformaciéon de A € Mpxn a B € Myxy, bajo las siguientes propiedades de la

distancia (Guerrero & Ramirez, 2012):

dj 20 =dy No negatividad
dij = dj Simetria
djj < dy + dik Triangular desigual

Con base en dij, predice la constante:
Conin = ™aX(j 3 {85 = O = B} (34)
tal que, las distancias es el resultado de la suma &;; y c:
dy= &;+c (35)

SiD € M, %, y se convierte en B € M, x, (Guerrero & Ramirez, 2012):

R D T T 36
by = -3(dj-dj -dj +d-) (50)
Donde:
df = rl\Zjn=1 dizj — Distancia cuadratica media por fila (37)
d? = iE?zl dizj — Distancia cuadratica media por columna (38)
2
d. = %2?:1 E].n:l diZj — Distancia cuadratica media de la matriz (39)

Si B € M, se transforma en X € My %, , entonces:

e B=Xx%xX

e X = coordenadas de cada objeto en los “n” estimulos de las “m” dimensiones.

El TD, las proximidades y las distancias no tienen relaciones lineales, en ellas, existe relacion
monotona, por tanto, el proceso de un modelo TD es el siguiente (Guerrero & Ramirez, 2012):

. . o : -1
¢ Transformacion de la matriz de proximidades en una matriz de rangos: 1 a %

e Obtencion de la matriz X € M,,.., de coordenadas aleatorias, que da las distancias entre
los estimulos.
e (Comparacion de las proximidades con las distancias, dando como resultado las

disparidades di].’ )



¢ Definicién y minimizacién del Stress.

La bondad de ajuste de un modelo a través de TD se hace mediante el indicador de Stress, es

decir (Guerrero & Ramirez, 2012):
L4 dij =f (81])
¢ A las transformaciones de las proximidades son distorsiones.

Por tanto, el error cuadratico del modelo es (Guerrero & Ramirez, 2012):
2 2
G = [ £(05) - ] (40)

Partiendo de €2, el Stress se define como (Guerrero & Ramirez, 2012):

(41)

Tal que:

“A mayor diferencia entre las distancias y disparidades, mayor Stress”, por tanto, menor

eficiencia del modelo, es decir (Guerrero & Ramirez, 2012):

0.20 - Pobre ajuste 0.025 - Muy buen ajuste
0.10 — Aceptable ajuste 0.00 — Excelente ajuste

0.05 - Buen ajuste

Donde, su coeficiente de correlacién al cuadrado (RSQ) es el grado de varianza que conserva

el modelo TD sobre los datos:
2
[, 3, (- d )6(dy) - )|
DORCEEEREIORICHEICRE

RSQ = (42)
Tal que:
e Si RSQ =1 indica que el modelo es bueno.

e SiRSQ = 0 indica que el modelo es malo.

Las etapas que debe cumplir la elaboracion de un modelo de TD son las siguientes (Repiso,

2013):

e Etapa 1: planteamiento del problema. Consiste en la identificacién de las variables que

intervienen en el comportamiento del fenémeno en estudio.



e Etapa 2: obtencién de datos. Una vez identificadas el fenémeno en estudio y sus
variables de incidencia, en esta fase, se procede a la busque de los datos a partir de
distintas fuentes de informacién.

e FEtapa 3: eleccion del procedimiento del modelo de escalamiento multidimensional.
Con base a la estructura de los datos, se hace la seleccion del tipo escalamiento (métrico
0 No métrico).

¢ Etapa 4: decision sobre el nimero de dimensiones. Mediante la matriz de distancias y
de similitudes, se predicen sus parametros, con la finalidad de determinar el tamafio de
dimensiones.

¢ Etapa 5: validacion. Mediante los indicadores de Stress y RSQ se procede la estimacion
del grado de ajuste el modelo.

¢ Etapa 6: interpretacion de resultados. Una vez identificado el tamafio dimensional y la
estimacion del ajuste del modelo, se procede al estudio y explicacién de los resultado

obtenidos.

3.3. Modelos lineales

Si YT es una variable aleatoria continua (v.a.c.), entonces existe una f(YT) de nominada
funcién de densidad de probabilidad que cumple con lo siguiente (Wackely, Mendenhall y
Scheaffer, 2010):

f(YT) >0
(43)
j f(YT)dYT =1 (44)
b
P(a<YT <b) = f f(YT)dYT (45)

Donde su esperanza matematica y su varianza son las siguientes (Wackely, Mendenhall

y Scheaffer, 2010):

Esperanza matematica E(YT) = j Tpf(YT)dYT (46)

o

Varianza Var (YT) = f (YT - YT)%f(YT)DYT  (47)

En forma de regresién lineal (Rencher y Bruce, 2008):



YT = BO + B1X1 + B2X2 + ...t Bka +ui (48)

Tal que:

¢ YT =Temperatura Media del Planeta.

® X = variables que inciden en el comportamiento de Xa.

® Bj = parametros a estimar (a través de maxima verosimilitud).

e ui = margen de error.

Sila YT es unav.a.c., sus opciones de ser modelada son las regresiones Gauss y Gamma. Como

funciones de distribucién, sus caracteristicas son las siguientes (Canavos, 1988):

Gauss Gamma
Funcion de (YT -p)? (To) = AAYT) ! e—)\YT‘YT 0
distribucién | f(YT) = e 2% ;-—00<YT< oo PI="ry YTe0e)
2702
Funcion de oo 0T —2p)2 FYT) = f TPAAYT)2 LeMT
densidad FOYD) = f e X o I'(a)
—° /2102
Esperanza E(YT) = pyr E(YT) :%
matematica
i «
Varianza Var(YT) = o2, Var (YT) =5

Cuadro 21. Estimadores de las distribuciones Gauss y Gamma

Fuente. Probabilidad y Estadistica. Aplicaciones y Métodos (Canavos, 1988)

Partiendo del cuadro 21, en las siguientes secciones se plantea los pasos, la estructura, las

etapas, los supuestos y los procesos matematicos, estadisticos y de probabilidad que engloban

en cada sistema de modelamiento.

3.3.1. Modelo de Regresion Lineal Miiltiple (RLM)

El modelo de Gauss hace referencia a la regresion lineal, la cual tendria la siguiente estructura,

a partir de YT (Rencher y Bruce, 2008):

Regresion lineal simple

YT = Bg + B, X + ui

Regresion lineal multiple

YT =B,+B, X, +B,X, +... + B, X_+ui

Cuadro 22. Regresion lineal simple y multiple

Fuente. Probabilidad y Estadistica. Aplicaciones y Métodos (Rencher y Bruce, 2008).




Desde el contexto de YT, el modelo seria una regresion lineal multiple, donde la prediccion
de sus estimadores es mediante el método de minimos cuadrados.

YT =By + B Xy +ByXp + ... + B Xx +ui; 0<R?2<1 (49)

Tal que R? se conoce como coeficiente de determinacion (cuanto conserva de varianza de los

datos).
eSi R? = 1, excelente e Si R?> = 0.5, moderado o o
e Si R =0, bajo ajuste
ajuste ajuste

La aplicacién de este modelo de regresion muiltiple parte del cuamplimiento de una serie puestos

de inferencia, tales como ((Rencher y Bruce, 2008):

Supuesto 1: relacién lineal entre las variables dependientes y las variables independientes,

mediante la matriz correlacion.

~1<Cor(YT,X's) <1 (50)
Tal que:
e Sila Cor (YT,Xi) =1, el efecto es positivo: “un incremente de X;, conlleva a un
incremento de YT”.
e Sila Cor (YT, Xi) =— 1, el efecto es negativo: “un incremente de X;, conlleva a un
decremento de YT”.

e SilaCor (YT, Xi) =0, no existe mucha evidencia de la relacion lineal.

Supuesto 2: Las variables independientes deben ser significativas para predecir la variable

dependiente. Prueba de hipétesis:
Ho: X; es significativa en YT vs. Ha: X no es significativa en YT

Si el P — valor es menor 0.05, se va a aceptar Ho, por lo tanto, X; es significativa para predecir
YT.
Supuesto 3: Los residuales deben aproximarse a una distribucién normal. Prueba de hipétesis:

Ho: ui ~N(p,02) vs. Ha:ui #N(p,oz) (51)

Mediante las pruebas de Kolmogorov, si el P —valor es mayor a 0.05, se acepta Ho, por lo tanto,

ui se aproximan a distribuciéon normal.

Supuesto 4: Los residuales deben tener varianza controla, es decir, deben ser
homocedasticos. Prueba de hipétesis:

Ho: Var (ui) ~ 0% vs. Ha: Var (ui) # o2 (52)



A través de la prueba Breusch —Pagan, si el P —valor es mayor 0.05, se acepta Ho, por lo tanto, los

ui son homocedasticos.

Supuesto 5. La correlacion entre los residuales debe aproximarse acero, es decir, no debe
existir autocorrelacion entre los residuales: Prueba de hipotesis:

Ho: Cor(ui, uj) ~0 vs. Ha: Cor (ui, uj) ~1;

tal que i #]j

(53)

Mediante la prueba Durbin — Watson, si el P —valor es mayor a 0.05, se acepta Ho, por lo tanto,

los ui no tiene autocorrelacion.

Supuesto 6: La correlacion entre las variables independiente debe aproximarse a cero, es
decir, no debe existir colinealidad entre las variables independiente. Prueba de hipétesis:
Ho: Cor (Xi, Xj) ~0 vs. Ha: Cor (Xi, Xj) ~1; 54)
tal que i #j
Si el VIF (Factor de Influencia de la Varianza) es mayor a 5, se acepta Ha y se rechaza Ho, es

decir, hay colinealidad entra las variables independientes.

Si el modelo cumple con estos supuestos se aplica, si ocurre el caso contrario, se tiene que
transformar YT, para tanto, se debe aplicar las transformaciones Box — Cox. Si el modelo no
cumple con los supuestos de normalidad y de homocedasticidad, una posible solucién son las
trasformaciones Box — Cox, las cuales son aplicadas a la variable dependiente, en forma de
ponencia (Atkinson, 2020):

YT"=Bg + B1X; + ByXy + ... + B Xy + ui 55)

Tal que YT tiene que ser mayor a cero, es decir tiene que ser positiva, en caso contrario, se le
tiene que sumar una constante. Sus transformaciones mas habituales se describen en el cuadro

23, donde A € R:

A -A 0 A
Transformacién 1 Ln(YT) (YT)*
YTA

Cuadro 23. Transformaciones Box - Cox

Fuente. Transformaciones de BOX — COX (Atinson, 2020).
Con base a las trasformaciones Box — Cox, el modelo deja de ser lineal, por tanto, su forma

general seria de la siguiente forma:



A
E(YT) = \/BO + lel + BzXz + ...+ Bka +ui; tal que ui~0 (56)

Donde la interpretacion de sus parametros es:

Si X; =X, =.....= Xk = 0, la esperanza matematica de la Temperatura Media del Planeta (YT)

Al
serade |B,.

A ~ ~ ~ ~
E(YT) = jBo + B1(0) + B5(0) + ... + B (0) (57)

Por tanto:
A ~
E(YT) = |Bg (58)

Si X; =1, y las demas variables independientes permanecen constantes, el incremento que

experimentaria la Temperatura Media del Planeta (YT) seria de AE(YT).

A A
E(YT)x, = \/ By +B;iX; = \/ By + Bi(1) (59)

Por tanto:

AE(YT) = E(YT)x. - E(YT) (60)

Como se puede observar, el analisis de regresion lineal multiple permite entender la relacion
entre dos o mas variables. Esto implica una variable dependiente y mas de dos variables
independientes, que, al ser estimada la variable dependiente, se puede predecir los cambios

que producen las variables independientes sobre la dependiente.

3.3.2. Modelo de Regresion Gamma (MRG)

Sila YT es modelada mediante la regresion de Gauss, y esta no cumple con los supuestos de
inferencia (normalidad y homocedasticidad en los ui), a pesar de las trasformaciones Box —

Cox, lo recomendable es buscar otra alternativa de modelamiento.

Si la YT es una v.a.c., tal que se aproxima a distribucion gamma, es decir: YT~I'(a,A),
su forma de modelamiento se basaria en la regresion lineal gamma, la cual, forma parte de los
GLM (Modelos Lineales Generalizados). Los GLM son una continuaciéon de los modelos
lineales y se aplican en datos donde no hay normalidad y homocedasticidad. Los GLM tiene

tres componentes (aleatorio, sistematico y la funcion link) (Dobson y Barnett, 2008):



Componente aleatorio: si YT es fexp, su funcién de densidad es:
fx (X,0) =h (X) * exp [N(©) T (X) - A (©)] (61)

Talque T(X), h(X), h(0) y A(0) son funciones conocidas (logistico, probit, binimial negativa,

poisson, gamma, y exponencial, entre otros).

Componente sistematico: si YT es fexp, su forma de regresién lineal es:

E(YT) = g''(XB) (62)
Doénde:

e E(YT) es la esperanza matematica (valor esperado) de YT.
e XB =Bo+B;X;+ByXy+ ...+ ByXy (componente lineal).

e g !esla funcion link.

Funcion link: Permite modelar relaciones no lineales, sus funciones mas comunes son las

siguientes:
Funcién Identidad | Logaritmo Logit Reciproca | Raiz cuadrada | Exp.
link natural
Férmula HTp In(uTp) 1n[ e 1 i prp?
n-—Urp UTp

Cuadro 24. Funciones link

Fuente. An Introduction to Generalized Linear Models (Dobson y Barnett, 2008).

Los GLM deben cumplir con los siguientes supuestos (McCullagh y Nelder, 1983):

Supuesto 1: seleccion del modelo de mayor ajuste, a través del AIC (Criterio de
Informacién Akaike).

AIC = 2(P - ILM) (63)

Donde:
e P =numero de parametros estimados.

e LM = verosimilitud del modelo actual.

El AIC compara modelos, “a menor AIC, mayor sera su ajuste”.

Supuesto 2: los ui (residuales) de la devianza se acercan a sus grados de libertad. Prueba de
hipotesis:

Ho: ui ~ gl vs. Ha: ui # gl



Si el P —valor es superior a 0.05 se acepta Ho, por tanto, los ui se aproximan a sus grados de

libertad.

Supuesto 3: no de existir colinealidad entre las variables independientes (solo se aplica en
los casos donde las variables independientes son paramétricas). Prueba de hipotesis:

Ho: Cor (Xi, Xj)~ 0 vs. Ha: Cor (Xi, Xj) #0

Mediante el criterio del VIF (Factor de Inflaciéon de Devianza), si el VIF es mayor a 5, existe
colinealidad entre las variables independientes.
Con base en los supuestos de inferencia, el grado de ajuste de los modelos GLM es mediante

la devianza (McCullagh y Nelder, 1983):

Dn- DR .

D? =
Dy '

0 <D*<1 (64)

Dénde:
e Dy =devianza nula.

e Dy = devianza de los residuales.

Si YT ~T'(oco, A) tal que 0 <f(YT) <1, su forma de regresion lineal es (McCullagh y Nelder,
1983):

K
YT = g [By+ ZBiXi +uil;i =1,23,...,k (65)
i=1

Donde:
) g_l Es la funcién link.

e By+ (25:1 BiXi) Son los parametros a estimar.

Mediante maxima verosimilitud, se tiene que (McCullagh y Nelder, 1983):

k

— (66)

Tal que (McCullagh y Nelder, 1983):



Funcién link Ecuacion
Logaritmo natural In (YT) = Bo+ B1 Xy + B2 Xo + ... + By Xy +ui (67)
Raiz JYT = Bg +B1Xq +ByXa + . + By Xy + ui (68)
Inversa YLT = Bg+B1Xq + ByXp + ... + By X + ui (69)
Identidad YT = Bg+B1 X1 +ByXp + ... + By X +ui (70)

Cuadro 25. Funciones link de la regresion gamma.

Fuente. Generalized Liner Models (McCullagh y Nelder, 1983).

Con el analisis de regresion gamma, se puede predecir los efectos que producen los factores de
Xa sobre YT. Esto implica que se tenga que hacer una seleccion adecuada del modelo de mejor
ajuste, a partir de las distintas funciones link que se puede utilizar, y del cumplimiento del

supuesto de inferencia que engloban a los Modelos Lineales Generalizados (GLM).

3.4. Regresion Lineal Aditiva

La regresion lineal aditiva es un complemento de los Modelos Lineales (LM) y de los Modelos
Lineales Generalizados (GLM), también conocidos como Modelos Aditivos Generalizados
(GAM), cuya técnica estadistica tiene su origen en 1990 por Robert Tibshirani y Trevor Hastie,
donde el objetivo central es predecir la relacion no lineal entre la variable dependiente (Y) y

las variables independientes (X's) (Mercedes, 2009).

Si Y es una variable aleatoria (discreta o continua) que esta en funciéon de X o X's variables
independiente, donde la relacién no es lineal y existe una funcion desconocida entre ellas, es
recomendable la utilizacion de funciones suavizadas, es decir, funciones especificas de

prediccion (Garcia, 2022).

Sea Y un vector aleatorio n — dimensional de distribucion de probabilidad desconocida y X un

vector n — dimensional de constantes conocidas, tal que f : R — R, que se llamaria funcién

suavizada desconocida (Garcia, 2022).

Por definicion, si Cq, Cy, ..., Cx son una base de funciones de modo que toda f se puede

representar como una combinacion lineal de los elementos de la base (Garcia,2022):



k
ji=1

)
Tal que B; son k parametros a estimar.
Si P,[X] es el espacio de polinomios de orden n, con dimensién n + 1 y base candnica X", X"
*1....,X, por tanto (Garcia, 2022):

f(X) = By + B;X + ByXj +...+ B X0H] + ui (72)

n’'n+l

Cuya base polindémica es dar ajustes puntuales, no del comportamiento general de un conjunto
amplio de datos. Si se extiende el fenomeno a mas variables, se asume la interaccion entre

variables, teniendo como efecto, superar el tamafio de la muestra.

Si el fendmeno en estudio tiene una suma de efectos con relaciones no lineales entre algunos
elementos, dicha relacion deben ser una suma para predecir el comportamiento de dicho
fenomeno, es decir, los efectos pueden ser modelados por una suma de funciones de cada
elemento que conforman al objeto de estudio (Molner, 2021):
a (73)
E(Y) = By + ) £0G)
i=1

Donde:

e E(Y)esel valor esperado de Y.

e Bj eslaordenada al origen, o bien, el valor esperado de Y cuando las demds funciones

permanecen constantes.

® f;(X,) es el conjunto de funciones que predicen al fenémeno en estudio.

Graficamente esto es (Molner, 2021):

Modelo Lineal Aditivo (GAM)
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Imagen 21. Gréafico de GAM
Fuente. Interpretable Marchine Learnig 2021



Cuya estructura es (Molner, 2021):
E(Y) = Bo + f1(Xy) + f2(X1) + f3(Xy) + ... + f(Xy) Corte longitudinal
E(Y) = Bo + f1(X1) + f2(Xy) + £2(Xy) + ... + (X)) Corte transversal

Donde el ajuste del modelo es de la siguiente forma (Molner, 2021):

Dy — Dg |

D2 = SN 0 <D*<1 (74)

Donde:
e Dy =devianza nula.

e Dy = devianza de los residuales.

Partiendo de la estructura del modelo, debe cumplir con los siguientes supuestos (Molner,

2021):

Corte longitudinal Corte transversal

® -Los ui deben aproximarse a una distribucién | ® Los ui deben aproximarse a una distribucion
normal. normal.

e Los ui deben ser homocedasticos ¢ Los ui deben ser homocedasticos.

e Las variables independientes (X's) no deben

tener colinealidad.

Esta técnica (GAM) dara los elementos necesarios para hacer estimaciones en tiempo del
fndice de Actividad Humana (IAH), y con ello, pronosticar sus efectos en la Temperatura

Media del Planeta (YT).

3.5. Conclusiones

En este capitulo se presentaron todas las técnicas estadisticas y matematicas tedricas que se

utilizan para la construccion de dos modelos:

e En el primer modelo, se utilizan las técnicas y el modelo de la minimizacién de la
dimension, con ellas, se elige el de mejor ajuste, con la finalidad de obtener un indicador
de Xa.

¢ Enel segundo modelo, se predice los efectos que producen los factores de Xa sobre YT,
por tanto, se hacen dos regresiones, de las cuales se selecciona el de mejor ajuste, a
partir del cumplimiento de los supuestos de inferencia.

¢ En el tercer modelo, se estima el grado del IAH en el tiempo y sus efectos en YT.



